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基于时程数据的翼型尾流特征识别模型分析

赵凯程ꎬ李　 春ꎬ缪维跑ꎬ岳敏楠
(上海理工大学 能源与动力工程学院ꎬ上海 ２０００９３)

摘　 要:针对传统流场分析方法难以提取非线性与高维度数据特征的问题ꎬ结合自适应噪声完全集合经验模态分

解(Ｃｏｍｐｌｅｔｅ Ｅｎｓｅｍｂｌｅ Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｗｉｔｈ Ａｄａｐｔｉｖｅ Ｎｏｉｓｅꎬ ＣＥＥＭＤＡＮ)与分形盒维数对速度、压力和

涡量等时程数据进行分解、筛选及重构ꎬ并结合深度学习建立尾流特征识别模型ꎬ以实现翼型特征和流动攻角的反

向预测ꎮ 结果表明:当训练集和测试集数据来自同一翼型时ꎬ所提模型对流动攻角的识别率最高可达 ９８. ８％ ꎬ当数

据来自不同翼型时ꎬ准确率仍可达 ９５. ６％ ꎬ验证了所提模型的准确性、可行性及泛化性ꎮ
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引　 言

近年来ꎬ随着能源需求规模增加和能源安全意

识的不断加强ꎬ发展清洁能源受到各界人士的广泛

关注ꎮ 风能作为一种无污染、可循环利用的绿色能

源ꎬ其 开 发 利 用 对 社 会 可 持 续 发 展 具 有 重 要

意义[１]ꎮ
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风力机作为高效的风能捕获装置ꎬ其叶片攻角

会显著影响风能利用效率ꎬ小攻角时无法从流场中

获取足够的能量ꎬ而攻角过大易导致流体绕流翼型

表面时发生流动分离ꎬ造成升力骤降和阻力剧增ꎬ严
重影响风力机运行稳定性[２]ꎮ 因此ꎬ如何准确有效

地获取叶片旋转过程中的攻角ꎬ从而为后续变桨等

操作提供便利成为亟待解决的问题ꎮ 当前风力机设

备正朝大型化与集成化方向发展ꎬ其叶片长度逐渐

递增ꎬ尾流的流动特征愈发复杂ꎮ 在风力机设计研

究中ꎬ分析其翼型攻角与流动特征机理的研究具有

重要意义[３]ꎬ对尾流特征的提取与分析有助于优化

翼型的气动性能[４]ꎮ
由于传感器自身体积会干扰流场流动特性、风

场流动受外界随机扰动因素干扰较大等原因ꎬ在实

际风场中对特征数据的提取较为困难[５]ꎬ造成目前

流场的分析数据大多来源于计算网格的模拟[６]ꎮ
因计算网格的快照信息数据量极为复杂庞大ꎬ受限

于计算资源不足以及算法精确度不足对快照信息直

接进行特征提取具有一定的难度[７]ꎮ
Ｒｏｂｅｒｔ[８]结合绝对最小值收敛与选择算子方法

( Ｌｅａｓｔ Ａｂｓｏｌｕｔｅ Ｓｈｒｉｎｋａｇｅ ａｎｄ Ｓｅｌｅｃｔｉｏｎ Ｏｐｅｒａｔｏｒꎬ
ＬＡＳＳＯ)ꎬ虽然可以实现对流场中线性特征的有效识

别ꎬ但针对非线性特征的提取效果欠佳ꎮ 江昊等

人[９]提出一种数据驱动的流场特征识别模型ꎬ该模

型使用基于非线性动力学偏微分方程函数识别方法

(Ｐａｒｔｉａｌ Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｑｕａｔｉｏｎ Ｆｕｎｃｔｉｏｎａｌ Ｉｎｄｅｎｔｉｆｉｃａｔｉｏｎ
ｏｆ Ｎｏｎｌｉｎｅａｒ Ｄｙｎａｍｉｃｓꎬ ＰＤＥ￣ＦＩＮＤ)对考虑非线性特

征的流场实现有效识别ꎬ但泛化性能欠佳ꎬ仅适用于

特定的微分方程ꎮ
近年来ꎬ针对基于深度学习对流场时程数据特

征提取的研究颇受重视ꎮ Ｚｕｏ 等人[１０] 采用了一种

基于卷积神经网络与多层感知器的数据驱动方法ꎬ
可有效预测翼型周围不可压缩稳态流场及其气动系

数ꎬ较好地验证了深度学习在流场特征提取领域的

适用性和可行性ꎮ
对于复杂流场时程数据进行降维不仅可降低数

据维度和数量ꎬ而且更利于提取有效的数据特征ꎮ
邱亚松[１１]通过降维模型对复杂流场数据进行处理ꎬ
并改进奇异值分解 ( Ｓｉｎｇｕｌａｒ Ｖａｌｕｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＳＶＤ)与正交模态分解(Ｐｒｏｐｅｒ Ｏｒｔｈｏｇｏｎａｌ Ｄｅｃｏｍｐｏｓｉ￣
ｔｉｏｎꎬ ＰＯＤ)两种典型的方法ꎬ提出一种流场本征维

度特征数的计算方法ꎬ该方法可有效减少计算量并

显著提高特征提取效率ꎮ 战庆亮等人[１２] 提出一种

基于流场时程数据的特征识别方法ꎬ通过无监督自

动编码器提取流场时程数据的低维表征ꎬ利用深度

学习挖掘流动特征ꎬ可有效识别流动的分离区ꎬ表明

深度学习与降维处理结合的可行性ꎮ
针对流场数据处理计算量过大和非线性特征难

以提取的问题ꎬ本文结合深度学习与降维处理方法

提出一种基于翼型尾流时程数据的流动特征识别模

型ꎬ并对翼型尾流时程数据使用深度学习方法ꎬ有效

实现了流动特征的提取和降维处理ꎬ建立了识别模

型并验证了其有效性和可靠性ꎬ为相关研究提供了

一种可行的思路和方法ꎮ

１　 流场数据

１. １　 基础翼型

选 取 ＮＡＣＡ００１２、 ＮＡＣＡ００１５、 ＮＡＣＡ００１８ 和

ＮＡＣＡ００２１ 作为数值模拟的翼型ꎮ 在模拟中设定翼

型弦长 ｃ 为 ０. １ ｍꎬ４ 种翼型几何轮廓如图 １ 所示ꎮ

图 １　 四种基准翼型示意图

Ｆｉｇ. １ Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｆｏｕｒ ｂａｓｉｃ ａｉｒｆｏｉｌ ｐｒｏｆｉｌｅｓ

以 ０°ꎬ５°ꎬ１０°ꎬ１５°ꎬ２０°和 ２５°为入流攻角ꎬ对 ４
种不同厚度翼型进行数值模拟ꎮ 图 ２ 为翼型不同入

流攻角示意图ꎮ

图 ２　 翼型不同入流攻角示意图

Ｆｉｇ. ２ Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ａｉｒｆｏｉｌｓ ａｔ ｄｉｆｆｅｒｅｎｔ
ｉｎｆｌｏｗ ａｎｇｌｅｓ ｏｆ ａｔｔａｃｋ

１. ２　 计算域及网格划分

计算域及边界条件如图 ３ 所示ꎮ 整个计算域由

􀅰８４１􀅰
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两部分组成ꎬ分别为外流域和叶片旋转域ꎮ 流域尺

寸为 ３６ｃ × ２４ｃꎬ入口设置为速度进口ꎬ出口设置为

压力出口ꎮ 速度入口的水平速度为 １０ ｍ / ｓꎬ垂直方

向速度分量为 ０ ｍ / ｓꎮ 湍流粘度比为 １０ꎬ流域的介

质密度为 １. １８ ｋｇ / ｍ３ꎬ动力粘度为 １. ８６ × １０ － ５

ｋｇ / (ｍ􀅰ｓ)ꎮ

图 ３　 计算域及边界条件

Ｆｉｇ. ３ Ｃｏｍｐｕｔａｔｉｏｎａｌ ｄｏｍａｉｎ ａｎｄ ｂｏｕｎｄａｒｙ ｃｏｎｄｉｔｉｏｎ

图 ４ 为计算域网格及翼型边界层网格ꎮ 为保证

尾流流程数据模拟的精度ꎬ对近尾流区域与扰流区

域的网格进行加密ꎮ 加密网格区域由 １ 个横向长度

为 １２ｃ、纵向长度为 １０ｃ 的矩形和 １ 个半径为 ５ｃ 的半

圆形组成ꎮ 旋转域区域半径为 Ｒ１ꎬ其旋转中心距流

场上边界 １２ｃ、距速度进口 １２ｃꎬ并且在探测点分布

的尾流位置也进行加密以确保测点数据的可靠性ꎮ

图 ４　 流体域网格结构

Ｆｉｇ. ４ Ｆｌｕｉｄ ｄｏｍａｉｎ ｇｒｉｄ ｓｔｒｕｃｔｕｒｅ

１. ３　 数据集来源

通过在 ＳＴＡＲ￣ＣＣＭ ＋ 中设置衍生零部件的方式

在流场的尾流区域设置 １２１ 个探测点ꎮ 探针会计算

并保存所处点的瞬时速度、瞬时涡量和瞬时压力ꎮ
网格计算的时间步长为 ０. ０００ ５ ｓꎬ探针每两个时间

步长导出一次数据ꎬ即时程数据的时间步长为

０􀆰 ００１ ｓꎮ 每个流场在处于稳定后计算 １ × １０４ 步数

据ꎬ共保存 １. ８１５ × １０６个数据ꎮ

２　 时程数据与特征识别模型的建立

２. １　 时程数据

选用流场的时程数据作为原始数据进行流场特

征识别ꎬ单个测点的时程数据可反映出该测点的流

动物理特性随时间变化情况ꎬ包含有多个测点的时

程数据集则可反映出流场的整体流动特征ꎮ
当攻角为 ２５°时ꎬ流场趋于平稳状态下测点处

的压力、涡量及速度的时程曲线如图 ５ 所示ꎮ

图 ５　 攻角 ２５°时的时程曲线

Ｆｉｇ. ５ Ｔｉｍｅ ｈｉｓｔｏｒｙ ｃｕｒｖｅｓ ａｔ ２５° ａｎｇｌｅ ｏｆ ａｔｔａｃｋ
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２. ２　 时程数据的预处理

流场尾流时程数据在流动中受绕流体的形状、
运动速度、流体粘性和密度等因素影响ꎬ呈现复杂紊

乱的状态[１３]ꎮ 而流场中涡流的相互作用以及涡旋

的合并、分裂、扭曲、摆动等也可导致时程数据的不

确定性增大[１４]ꎮ 因此亟需对时程数据进行预处理ꎬ
以提高所提模型的识别性能ꎮ

ＣＥＥＭＤＡＮ 算法是一种基于经验模态分解

(Ｅｍｐｉｒｉｃａｌ Ｍｏｄｅ Ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ ＥＭＤ)的信号处理

方法ꎬ可将复杂信号分解成多个固有模态函数( Ｉｎ￣
ｔｒｉｎｓｉｃ Ｍｏｄｅ Ｆｕｎｃｔｉｏｎꎬ ＩＭＦ)ꎮ 其步骤为:对原始信

号进行扩展ꎬ生成 １ 组白噪声并加入到信号中ꎻ通过

ＥＭＤ 对带噪声的信号进行分解ꎬ将分解得到的固有

模态函数与白噪声进行协同降噪处理ꎻ重复此过程

直到满足停止准则ꎬ最后得到 １ 组经过筛选降噪后

的固有模态函数ꎬ有效提取了信号在不同频率和时

间尺度上的振动分量[１５]ꎮ 与传统 ＥＭＤ 不同ꎬ
ＣＥＥＭＤＡＮ 可以有效避免模态混叠问题的出现[１６]ꎮ

循环两次添加白噪声并进行协同降噪处理是模

型中 ＣＥＥＭＤＡＮ 的停止准则ꎬ停止信号分解后以分

形盒维数为筛选指标对得到的 ７ 组固有模态函数信

号进行筛选ꎮ 分形盒维数可以识别和分类具有不同

特征的信号ꎬ并且可对信号特征的丰富程度进行量

化ꎮ 信号携带的特征丰富程度与分形盒维数呈负相

关ꎬ故本文选取分形盒维数最小的固有模态函数为

特征信号ꎮ 图 ６ 为结合 ＣＥＥＭＤＡＮ 与深度学习的流

动特征识别流程图ꎮ

图 ６　 流动特征识别流程图

Ｆｉｇ. ６ Ｆｌｏｗ ｆｅａｔｕｒｅ ｒｅｃｏｇｎｉｔｉｏｎ ｆｌｏｗｃｈａｒｔ

２. ３　 流动特征识别模型

深度学习是流场特征提取研究的热门方向ꎬ而
卷积 神 经 网 络 ( Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓꎬ
ＣＮＮ)则是深度学习领域最常用的工具ꎮ 故本文利

用 ＣＮＮ 模型进行流场特征识别与分类ꎮ
ＣＮＮ 模型中包含 ５ 个交替的卷积层与池化层

以及 １ 个全连接层ꎬ以 Ｓｏｆｔｍａｘ 为分类器ꎮ 在训练

中ꎬ设置迷你批次处理的大小为 ３２ꎬ且在每一训练

周期开始时对数据集进行随机排序以避免模型过度

拟合ꎮ 经预处理后的尾流时程数据按 ８∶ １∶ １的比例

随机分为训练集、验证集与测试集ꎮ 卷积神经网络

各层的具体参数如表 １ 所示ꎮ

表 １　 卷积神经网络具体参数

Ｔａｂ. １ Ｓｐｅｃｉｆｉｃ ｐａｒａｍｅｔｅｒｓ ｏｆ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

网络层 卷积核大小 卷积核 输出

卷积层 １ [１１ × １] １６ ５１０ × １

池化层 １ [２ × １] １６ ２５５ × １

卷积层 ２ [５ × １] ３２ １２６ × １

池化层 ２ [２ × １] ３２ ６３ × １

卷积层 ３ [３ × １] ３２ ６１ × １

池化层 ３ [２ × １] ３２ ３０ × １

卷积层 ４ [２ × １] ６４ ２９ × １

池化层 ４ [２ × １] ６４ １４ × １

卷积层 ５ [２ × １] １２８ １３ × １

池化层 ５ [２ × １] １２８ ６ × １

全连接层 － － ４

　 　 注:表中“ － ”表示无卷积核ꎮ

３　 结果与分析

３. １　 不同优化器对模型性能的影响

在深度学习神经网络中ꎬ不同优化器对于算法

性能有着重要的影响ꎬ不仅会干扰网络的收敛速度

和准确率ꎬ还会干预过拟合的判定ꎮ 为了进一步探

究优化器对模型整体性能的影响程度ꎬ本文采用

ＡｄａｍꎬＳｇｄｍ 和 Ｒｍｓｐｒｏｐ ３ 种常用优化器进行验证ꎮ
损失和准确率的迭代曲线如图 ７ 所示ꎮ 由图 ７ 可

知ꎬ在收敛速度上ꎬＲｍｓｐｒｏｐ 最快ꎬ在约 ６０ 次迭代后

可达 ９７％以上的准确率ꎻＡｄａｍ 的收敛速度次之ꎬ在
约 ９０ 次迭代后可以达到 ９７％的准确率ꎻ而 Ｓｇｄｍ 较

为缓慢ꎬ需要在 １４０ 次迭代后才能达到 ９７％ 以上的
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准确率ꎮ 在损失率上ꎬＲｍｓｐｒｏｐ 优于 Ａｄａｍꎬ但其整

体稳定性逊于 Ａｄａｍꎮ 为此ꎬ综合考虑收敛速度、损
失和整体稳定性ꎬＡｄａｍ 是整体性能最优的算法ꎬ故
后续研究中将其作为特征识别模型的优化器ꎮ

图 ７　 ３ 种优化器性能比较

Ｆｉｇ. ７ Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｒｅｅ ｏｐｔｉｍｉｚｅｒｓ

３. ２　 流动特征分析

通过 ＣＮＮ 对预处理后的时程数据集进行训练ꎬ

得到尾流测点时程数据与翼型入流攻角的映射关

系ꎬ较好地实现了对入流攻角的分类和预测ꎮ 图 ８
为该特征识别模型在翼型不变而流动攻角改变的情

况下ꎬ通过时程数据反向识别翼型准确率的结果ꎮ
由图 ８ 可知ꎬ在低攻角情况下ꎬ３ 种时程数据的反向

预测准确率均不理想ꎮ 这可能是由于在流动攻角较

小时ꎬ流动比较平稳ꎬ流体粘性效应占主导地位ꎬ形
成流速分层现象ꎬ该状态致使尾流中的涡旋结构较

为简单且相对稳定ꎬ从而导致获取的时程数据不易

出现大幅波动ꎬ神经网络中出现梯度消失的问题ꎮ
当攻角大于 １０°时ꎬ３ 种时程数据的识别准确率均可

达 ８０％以上ꎬ且涡量时程数据的识别结果最为理

想ꎬ最高可达 ９８. ８％ ꎬ体现该模型具有较好的识别

性与可行性ꎮ

图 ８　 ３ 种时程数据反向识别准确率结果

Ｆｉｇ. ８ Ａｃｃｕｒａｃｙ ｒｅｓｕｌｔｓ ｏｆ ｔｈｒｅｅ ｒｅｖｅｒｓｅ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ

ｍｅｔｈｏｄｓ ｆｏｒ ｔｉｍｅ ｈｉｓｔｏｒｙ ｄａｔａ

３. ３　 变训练集交叉验证

在实际工程中ꎬ受限于测量仪器精度与自身体

积干扰影响ꎬ时程尾流数据的测量与采集存在较大

局限性ꎮ 而特征识别模型仅能使用有限的时程数据

进行训练ꎬ无法兼顾所有工况ꎮ
为此ꎬ选取不同工况下的训练集和验证集数据

交叉验证该识别模型的泛用性ꎮ 将 ４ 种不同翼型时

程数据分别作为训练集ꎬ同时分别将 ４ 种不同翼型

的时程数据作为验证集ꎬ达到变训练集交叉验证的

效果ꎮ 当低攻角下较低识别准确率的数据与高攻角

工况下数据交叉训练时ꎬ整体数据准确率会降低而

失去了交叉训练的意义ꎬ故仅取高攻角工况下的时

程数据进行训练与验证ꎮ 图 ９ 为以涡量时程数据为

变训练集时的交叉验证直方图ꎮ

图 ９　 变训练集交叉验证直方图

Ｆｉｇ. ９ Ｈｉｓｔｏｇｒａｍ ｏｆ ｃｒｏｓｓ￣ｖａｌｉｄａｔｉｏｎ ｗｉｔｈ

ｖａｒｙｉｎｇ ｔｒａｉｎｉｎｇ ｓｅｔｓ
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由图 ９ 可知ꎬ当训练集与验证集的时程数据来

源于同一绕流部件时ꎬ模型的识别准确率可达 ９６％

以上ꎮ 而当训练集与验证集来源不一致时ꎬ识别的

准确率有所下降ꎬ但仍然维持在一个较高的水平ꎮ

尤其是以 ＮＡＣＡ００１５ 的时程数据作为训练集时ꎬ各

验证集均可达到 ９２％的准确率ꎬ较好地验证了该模

型的泛化性能ꎮ

４　 结　 论

因传统特征提取方法对流场非线性特征提取具

有一定局限性ꎬ本文基于流场数据降维处理与深度

学习方法构建了一种流场特征识别模型ꎬ并通过不

同工况下的时程数据较好地验证了该模型的可行

性ꎬ结论如下:

(１) 提取流场尾流处不同位置的时程数据作为

数据集ꎬ通过 ＣＥＥＭＤＡＮ 算法对数据进行重构分解ꎬ

以分形盒维数作为指标对固有模态函数进行筛选ꎬ

实现对流场时程数据的预处理ꎮ

(２) 以 Ａｄａｍ 为优化器ꎬ构建了一个卷积神经

网络ꎮ 当翼型不变而流动攻角改变时ꎬ该流动特征

识别模型有较高的识别准确率ꎮ 攻角在 １０°以上

时ꎬ模型的识别准确率达到 ９８. ８％ ꎬ并发现涡量时

程数据的识别准确率最高ꎮ

(３) 当训练集与验证集数据来源于不同部件

时ꎬ模型准确率仍可达到 ９５. ６％ ꎬ通过交叉验证表

明了所提模型具有良好的泛化性能ꎮ
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