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基于 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 与残差修正的 ＳＣＲ
入口 ＮＯｘ 质量浓度预测

鲁润旭ꎬ茅大钧
(上海电力大学 自动化工程学院ꎬ上海 ２０００９０)

摘　 要:为解决燃煤电厂对选择性催化还原烟气脱硝系统(Ｓｅｌｅｃｔｉｖｅ Ｃａｔａｌｙｔｉｃ ＲｅｄｕｃｔｉｏｎꎬＳＣＲ)入口 ＮＯｘ 质量浓度的

测量延迟较大且准确度低的问题ꎬ针对某在役 ６００ ＭＷ 超临界机组ꎬ提出基于互信息系数的动态延迟时间分析法ꎬ
分析输入特征对 ＮＯｘ 质量浓度的延迟影响ꎻ在此基础上ꎬ提出基于时序卷积网络与双向门控循环单元融合注意力

机制(ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ)的燃煤电厂 ＳＣＲ 入口 ＮＯｘ 质量浓度的预测方法ꎬ并引入残差修正提高模型预测效果ꎮ
实验结果表明:动态延迟分析法能够捕捉输入特征的最优时序映射关系ꎬ提升模型的预测效果ꎻ与传统 ＬＳＴＭ 和

ＴＣＮ￣ＧＲＵ 等模型对比ꎬ预测方法在预测精度和鲁棒性方面具有显著优势ꎻ考虑输入特征对预测结果的延迟影响并

提出 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 与残差修正的预测方法ꎬ能够实现对 ＳＣＲ 入口 ＮＯｘ 质量浓度的准确预测ꎬ为脱硝提供

有效技术指导ꎮ
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引　 言

近年来ꎬ随着“双碳”目标的不断推进ꎬ控制氮

氧化物的排放量是燃煤电厂的重要任务之一[１]ꎮ
我国燃煤电厂普遍采用选择性催化还原技术对烟气

进行脱硝[２]ꎬ然而由于锅炉燃烧过程十分复杂ꎬ从

调整燃烧到 ＮＯｘ 的质量浓度发生变化ꎬ这一过程具

有较大的滞后性ꎮ 同时大部分电厂使用的连续排放

监测系统 ( Ｃｏｎｔｉｎｕｏｕｓ Ｅｍｉｓｓｉｏｎ Ｍｏｎｉｔｏｒｉｎｇ Ｓｙｓｔｅｍꎬ

ＣＥＭＳ)无法实时准确地测量 ＳＣＲ 入口处 ＮＯｘ 质量

浓度ꎬ导致不能准确控制喷氨量ꎬ从而造成氨逃逸或

排放不达标等问题[３]ꎬ因此建立准确高效的 ＳＣＲ 入

口处 ＮＯｘ 质量浓度预测模型具有重要意义ꎮ
近些年ꎬ国内外采用数值模拟和工程设计等方

法对 ＳＣＲ 系统进行研究[４ － ８]ꎬ但是影响 ＳＣＲ 系统的

因素繁多且复杂ꎬ同时 ＳＣＲ 系统与锅炉有着高度耦

合关系ꎬ而锅炉是一个多参数、非线性且具有大滞后

和大惯性的系统ꎬ难以用明确的数学模型准确描述

这一关联ꎮ
随着电站信息化与智能化的快速发展和深度学

习算法的逐渐成熟ꎬ通过深度学习建立模型并预测

的方法已成为新的研究方向[９ － １５]ꎮ 王桂林等人[１６]

基于支持向量机建立了脱硝系统入口 ＮＯｘ 质量浓

度和脱硝效率的预测模型ꎬ并通过遗传算法对喷氨

量进行优化ꎮ 吕游等人[１７] 结合偏最小二乘法和最

小二乘支持向量机ꎬ建立 ＮＯｘ 排放特性模型ꎬ该模

型泛化能力比传统模型更好ꎮ 金秀章等人[１８] 提出

基于 ＡＲＩＭＡ￣ＯＳＥＬＭ 残差优化的组合模型来预测

ＳＣＲ 入口 ＮＯｘ 质量浓度ꎬ与单一模型相比ꎬ该组合

模型效果更优ꎮ
针对燃煤电站锅炉热工过程的大滞后、大惯性

等特点ꎬ本文采用互信息系数对所用数据进行动态

延迟时间分析ꎬ得到最佳延迟时间ꎬ并重构数据集ꎮ

由于 ＳＣＲ 系统入口的 ＮＯｘ 质量浓度受锅炉燃烧、烟
气流动等多因素的动态影响ꎬ这些影响的本质是时序

依赖性和复杂的非线性关系ꎬ为此本文建立一种结合

时序卷积网络 ＴＣＮ、双向门控循环单元 ＢｉＧＲＵ 和注

意力机制 Ａｔｔｅｎｔｉｏｎ 的深度学习模型ꎮ 其中利用 ＴＣＮ
时序卷积网络保留时间序列因果关系的能力ꎬ处理

ＮＯｘ 质量浓度随时间变化的动态特征ꎻＢｉＧＲＵ 则能

捕捉输入特征中双向的时间依赖性ꎬ适合于像 ＳＣＲ
系统这种多参数耦合的动态过程ꎬ同时融合注意力

机制ꎬ提高模型对延迟时间分析后的输入特征的学

习ꎮ 基于提出的 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型进行建

模及训练ꎬ为进一步提高模型对非线性关系的预测

能力ꎬ引入基于支持向量机的残差修正模型ꎬ将验证

集的误差与验证集的特征输入支持向量机进行建

模ꎬ并对测试集进行残差预测与补偿ꎬ最终将主模型

的预测结果与残差预测值相加ꎬ得到最终模型的

ＳＣＲ 入口 ＮＯｘ 质量浓度预测结果ꎮ

１　 模型理论基础

１. １　 互信息系数 ＭＩ
互信息系数 ＭＩ 是一种基于信息熵理论的数据

统计方法ꎬ用于度量两个随机变量之间的相互依赖

性ꎮ 互信息系数 ＭＩ 量化了一个变量所包含的关于

另一个变量的信息量ꎬ即知道一个变量后ꎬ能减少另

一个变量的不确定性有多少ꎮ 该方法通过计算变量

间的概率分布来确定变量间的信息包含程度ꎮ ＭＩ
的计算公式为:

Ｉ(ｘꎬｙ) ＝ ∑
ｘ∈Ｘ

∑
ｙ∈Ｙ

ｐ(ｘꎬｙ)ｌｏｇ ｐ(ｘꎬｙ)
ｐ(ｘ)ｐ(ｙ)( ) (１)

式中:Ｉ(ｘꎬｙ)—变量 ｘ 和 ｙ 之间的互信息值ꎻｐ(ｘ)、
ｐ(ｙ)—边缘概率分布ꎻ ｐ ( ｘꎬ ｙ)—联合概率分布ꎻ
Ｘ、Ｙ—变量 ｘ 和 ｙ 的数据集ꎮ

为解决锅炉燃烧特性中的大延迟和大惯性问

题ꎬ需要量化不同特征对 ＳＣＲ 入口 ＮＯｘ 质量浓度

的时间滞后效应ꎮ 滞后效应直接反映锅炉的燃烧特

􀅰３３１􀅰



热 能 动 力 工 程 ２０２５ 年　

性ꎬ如煤质、负荷和烟气温度等与 ＮＯｘ 生成的耦合

关系ꎬ本文利用基于互信息系数的动态延迟时间分

析ꎬ使模型能够捕捉输入特征的最优时序映射关系ꎮ
１. ２　 时序卷积网络 ＴＣＮ

时序卷积网络是一种用于处理时序数据的卷积

神经网络ꎬ是卷积神经网络 ( Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ
ＮｅｔｗｏｒｋꎬＣＮＮ)的一种特殊类型ꎬ其特点是加入了因

果卷积和扩张卷积ꎮ 在因果卷积中ꎬ卷积核在计算

时只涉及当前和之前的输入数据ｘｉꎬ确保输出序列

中的每个元素ｙｉ不依赖于未来的输入ꎬ保持了数据

的时间顺序ꎻ扩张卷积则通过在卷积核之间引入扩

张因子ꎬ增加了卷积核的感受野ꎬ使 ＴＣＮ 能够捕捉

更长时间跨度的依赖关系ꎬ扩张因果卷积结构如图

１ 所示ꎮ

图 １　 扩张因果卷积结构

Ｆｉｇ. １ Ｄｉｌａｔｅｄ ｃａｕｓａｌ ｃｏｎｖｏｌｕｔｉｏｎｓ ｓｔｒｕｃｔｕｒｅ

扩张因果卷积运算可定义为:

Ｆ(ｘｔ) ＝ (ｘ × ｆ)(ｘｔ) ＝ ∑
ｋ－１

ｉ ＝ ０
ｆｉ􀅰ｘｔ －ｄ􀅰ｉ (２)

式中:Ｆ(ｘｔ)—ＴＣＮ 神经元的输出ꎻｘｔ—时间序列数

据ꎻ ｆ—筛选器ꎻｋ—卷积核大小ꎻｄ—扩张因子ꎮ
为了解决深层网络带来的梯度消失问题ꎬＴＣＮ

模型采用多个残差模块ꎬ在各残差块中ꎬ输入数据经

过扩张因果卷积和激活函数后ꎬ被送到下一个残差

块ꎬ使 ＴＣＮ 网络拥有跨层传递信息的功能ꎬ并加快

收敛速度ꎮ 残差模块结构如图 ２ 所示ꎮ
ＳＣＲ 入口 ＮＯｘ 质量浓度的动态变化受锅炉燃

烧过程和烟气特性的影响ꎬ而这些因素可能存在长

时间跨度的依赖关系ꎬＮＯｘ 质量浓度与锅炉负荷、

煤质变化的关联需要捕捉数分钟甚至更长时间的特

征变化ꎮ 通过 ＴＣＮ 的扩张卷积ꎬ可以在有限的网络

深度下扩大感受野ꎬ捕捉输入特征随时间变化的长

期依赖关系ꎬ同时残差结构避免了处理深层网络时

梯度消失的问题ꎬ使模型训练过程更加稳定ꎮ

图 ２　 残差模块结构

Ｆｉｇ. ２ Ｓｔｒｕｃｔｕｒｅ ｏｆ ｒｅｓｉｄｕａｌ ｍｏｄｕｌｅ

１. ３　 双向门控循环单元 ＢｉＧＲＵ
长短时记忆网络(Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔ￣

ｗｏｒｋꎬＬＳＴＭ)引入了遗忘门、输入门、输出门以及细

胞状态来解决循环神经网络 ( Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ
ＮｅｔｗｏｒｋꎬＲＮＮ)存在的梯度消失或梯度爆炸的问题ꎬ
但 ＬＳＴＭ 的训练时间较长、参数数量较多且内部计

算较为复杂ꎬ导致 ＬＳＴＭ 在某些应用场景中对模型

的效率和性能产生负面影响ꎮ 为克服这些缺点ꎬ门
控循环单元 ＧＲＵ 通过将 ＬＳＴＭ 中的遗忘门和输入

门合并为一个更新门ꎬ同时合并细胞状态与隐藏状

态ꎬ简化了网络的结构和计算复杂度ꎮ
双向门控循环网络 ＢｉＧＲＵ 是 ＧＲＵ 的进一步改

进ꎬ由两个方向相反的 ＧＲＵ 网络组成ꎬ分别处理输

入序列的正向与反向信息ꎮ 在每一个时间步上ꎬ输
入数据同时经过两个相反方向的 ＧＲＵ 处理ꎬ最终的

输出通过拼接或加权的方式与这两个单向 ＧＲＵ 的

输出结合ꎮ ＢｉＧＲＵ 能够更全面地捕捉序列数据中

的前后关系ꎬＢｉＧＲＵ 网络结构如图 ３ 所示ꎮ
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图 ３　 ＢｉＧＲＵ 网络结构图

Ｆｉｇ. ３ Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＢｉＧＲＵ ｎｅｔｗｏｒｋ

相比于单向 ＧＲＵ 模型ꎬＢｉＧＲＵ 模型的双向处

理方式具有更高的预测准确率ꎮ ＢｉＧＲＵ 的具体计

算公式如下:

ｈ
→

ｔ ＝ ＧＲＵ(ｘꎬｈ
→

ｔ －１)

ｈ
←

ｔ ＝ ＧＲＵ(ｘꎬｈ
←

ｔ －１)

ｈｔ ＝ ｗ ｔｈ
→

ｔ ＋ ｖｔｈ
←

ｔ ＋ ｂｔ

ì

î

í

ï
ï

ï
ï

(３)

式中:ｈ
→

ｔ、ｈ
←

ｔ—前向和反向输出ꎻｗ ｔ—前向传播权重ꎻ
ｖｔ—反向传播权重ꎻｂｔ—偏置项ꎮ

锅炉燃烧系统具有多参数耦合特性ꎬＮＯｘ 质量

浓度的时序变化需要依赖双向建模ꎮ ＢｉＧＲＵ 能够

捕捉锅炉燃烧过程中各特征的动态变化及相互作

用ꎬ获得更高的预测精度ꎮ
１. ４　 注意力机制 Ａｔｔｅｎｔｉｏｎ

注意力机制是一种通过加权概率模拟人脑注意

力的机制ꎮ 与人类在观察事物时会专注于特定的部

分而忽略其他部分一样ꎬ注意力机制通过强调更重

要的信息ꎬ提高模型的准确性ꎮ 为实现该行为ꎬ注意

力机制通过为输入特征计算“得分”来确定该特征

对当前任务的重要性ꎮ 例如ꎬ将输入元素ｘｉ与查询

向量 ｑ 通过计算相关性得分ｓｉ来量化在当前任务中

的重要性ꎮ
ｓｉ ＝ ｑＴｘｉ (４)
通过 ｓｏｆｔｍａｘ 函数将得分ｓｉ进行归一化ꎬ得到注

意力权重 αｉꎮ
αｉ ＝ ｓｏｆｍａｘ( ｓｉ) (５)
通过将得分转化为权重ꎬ使所有权重的总和等

于 １ꎬ从而表示每个输入元素的相对重要性ꎬ最终通

过加权求和得到输出的注意力值 Ｖꎮ

Ｖ ＝ ∑
Ｎ

ｉ ＝ １
αｉｘｉ (６)

注意力机构结构如图 ４ 所示ꎮ

图 ４　 注意力机制结构图

Ｆｉｇ. ４ Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

与传统固定权重的模型不同ꎬ注意力机制能够

根据输入特征的变化动态调整特征的权重ꎬ适应锅

炉运行工况的波动ꎮ 同时ꎬ引入注意力机制可突出

延迟分析后的输入特征对 ＮＯｘ 质量浓度的影响ꎬ提

升模型对关键因果关系的建模能力ꎮ

１. ５　 支持向量机回归

支持向量机(Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ ＭａｃｈｉｎｅｓꎬＳＶＭ)算

法适合于小样本问题的分类与回归ꎬ在分析回归问

题时ꎬ样本数据过大ꎬ采用 ＳＶＭ 求解会变得非常复

杂且耗时ꎮ 因此通过引入支持向量机回归(ＳＶＲ)ꎬ

利用核函数将输入数据映射到高维特征空间ꎬ在该

空间内将问题转化为求解线性方程组ꎬ实现对复杂

数据的回归预测ꎮ 支持向量机回归表达式为:

ｆ(ｘ) ＝ ωφ(ｘ) ＋ ｂ (７)

式中:ｆ( ｘ)—输入为 ｘ 时的预测值ꎻω—权重向量ꎻ

φ(ｘ)—非线性映射函数ꎻｂ—偏置ꎮ

利用松弛变量和惩罚因子ꎬ得到有约束的最优

问题:

ｍｉｎ
ωꎬｂ

１
２ ‖ω‖２ ＋ Ｃ∑

Ｎ

ｉ ＝ １
(ξｉ ＋ ξ∗

ｉ )

ｓ. ｔ.

ｆ(ｘｉ) － ｙｉ ≤ ε ＋ ξｉ

ｙｉ － ｆ(ｘｉ) ≥ ε ＋ ξ∗
ｉ

ξｉꎬξ∗
ｉ ≥０

ì

î

í

ï
ï

ïï

ì

î

í

ï
ï
ïï

ï
ï
ï

(８)

式中:Ｃ—惩罚参数ꎻξｉ、ξ∗
ｉ —松弛变量ꎻε—不敏感

损失因子ꎻ ｙｉ—实际值ꎻ ｆ ( ｘｉ )—输入为 ｘｉ 时的预
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测值ꎮ
采用拉格朗日乘法算子和对偶原理ꎬ并引入核

函数 Ｋ(ｘｉꎬｘ ｊ)ꎬ最终 ＳＶＲ 表达式为:

ｆ(ｘ) ＝ ∑
Ｎ

ｉ ＝ １
(αｉ － α∗

ｉ )Ｋ(ｘｉꎬｘ ｊ) ＋ ｂ (９)

式中:αｉ—ｉ 时刻正向最优拉格朗日乘子ꎻａ∗
ｉ —ｉ 时

刻反向最优拉格朗日乘子ꎮ
针对机器学习模型因过拟合或欠拟合情况所

造成的误差以及对训练情况之外的复杂情况的学

习不充分导致预测模型稳定性与鲁棒性不足的问

题ꎬ本文采用支持向量回归 ＳＶＲ 模型ꎬ对主预测模

型进行残差修正ꎬ提高模型的预测精度ꎮ 为避免残

差模型训练时造成数据泄露问题ꎬ严格划分训练

集、验证集与测试集ꎬ并采用验证集对 ＳＶＲ 模型进

行训练ꎮ
ＳＶＲ 可通过核函数处理非线性关系ꎬ从而捕捉

到主模型残差中的非线性特征ꎮ 支持向量机通过控

制模型复杂度和误差来优化泛化性能ꎬ并采用不敏

感损失函数ꎬ使模型对低噪声具有鲁棒性ꎬ不会受到

过多的影响ꎮ 因此ꎬＳＶＲ 在残差修正中能够帮助过

滤掉由数据噪声引起的误差ꎬ非常适用于弥补主模

型的不足ꎮ

２　 实例验证

２. １　 数据预处理

选用某在役 ６００ ＭＷ 超临界机组在 ２０２２ 年 １２
月 １３ 日 ~ ２０２２ 年 １２ 月 １７ 日的实际运行数据共

１０ ０００组ꎬ采样周期为 ３０ ｓꎮ 对其中前 ６ ０００ 组数据

进行训练ꎬ２ ０００ 组数据进行验证ꎬ２ ０００ 组数据进行

测试ꎮ 由于受温度、湿度及设备故障或干扰等影响ꎬ
从分散控制系统(Ｄｉｓｔｒｉｂｕｔｅｄ Ｃｏｎｔｒｏｌ ＳｙｓｔｅｍꎬＤＣＳ)中
采集的数据存在明显的异常值及缺失值ꎬ影响模型

的训练ꎬ因此需先将数据进行预处理ꎬ采用 ３σ 准则

确定异常值ꎬ并用异常值前 ５ 个值的均值进行替换ꎬ
对数据进行归一化处理ꎮ
２. ２　 特征相关性分析及变量筛选

对于燃煤电厂来说ꎬ锅炉燃烧与 ＳＣＲ 系统的大

量参数相互关联ꎬ同时电厂 ＤＣＳ 系统的实际数据中

含有大量潜在的特征变量ꎬＳＣＲ 入口 ＮＯｘ 质量浓度

受许多参数的影响ꎮ 然而引入冗余的数据特征会降

低模型的预测精度并减少训练时间ꎬ导致网络模型

的泛化能力下降ꎬ因此需要进行特征相关性分析ꎬ并

剔除对目标量影响较小的特征ꎮ

常见的相关性分析方法有皮尔逊相关系数法、

斯皮尔曼相关系数法和肯德尔相关系数法等ꎮ 皮尔

逊相关系数法通常应用于两个特征线性相关的情

况ꎬ对于异常值和非正态分布的特征非常敏感ꎻ肯德

尔相关系数法通常用于反应分类特征的相关性ꎮ

对于影响特征多且变化情况复杂的 ＳＣＲ 入口

ＮＯｘ 质量浓度来说ꎬ斯皮尔曼相关系数法更适合用

于分析非线性特征ꎮ 在处理非线性强的数据时ꎬ斯

皮尔曼相关系数法具有更强的鲁棒性和适用性ꎬ可

以更有效地发现特征之间的关联性ꎮ 因此本文将

ＤＣＳ 系统中采集的各类特征和 ＳＣＲ 入口 ＮＯｘ 质量

浓度进行斯皮尔曼相关性分析ꎬ计算公式为:

ρ ＝ １ －
６∑ｄ２

ｉ

ｎ(ｎ２ － １)
(１０)

式中:ρ—斯皮尔曼相关系数ꎻｎ—采样点个数ꎻｄｉ—

第 ｉ 个数据的等级差ꎮ

本文选用的原始数据为实际采样数据ꎬ包括负

荷、主蒸汽温度、总煤量、入口氧气含量和总风量等

１６ 个特征变量ꎮ

对该 １６ 个特征进行斯皮尔曼相关性分析后ꎬ得

到的分析结果如图 ５ 所示ꎮ

图 ５　 斯皮尔曼相关性分析热力图

Ｆｉｇ. ５ Ｓｐｅａｒｍａｎ ｃｏｒｒｅｌａｔｉｏｎ ａｎａｌｙｓｉｓ ｈｅａｔ ｍａｐ

ＳＣＲ 入口 ＮＯｘ 质量浓度与炉膛温度、煤质和运

行参数等多种因素有关ꎬ为此本文采用斯皮尔曼相
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关性系数进行特征筛选ꎬ筛选完的特征参数包括混

煤热值和硫分等煤质因素ꎬ主蒸汽温度和入口氧气

含量等运行因素ꎬ从 １６ 个特征中选取了 ９ 个特征ꎬ
剔除了其他 ７ 个相关性较低的特征ꎬ避免增加模型

训练时间和降低模型预测精度ꎬ具体如表 １ 所示ꎮ

表 １　 特征参数选取

Ｔａｂ. １ Ｆｅａｔｕｒｅ ｐａｒａｍｅｔｅｒ ｓｅｌｅｃｔｉｏｎ

输入特征 最大值 最小值

主蒸汽温度 / ℃ ５４１. ４４ ５３１. ４３

负荷 / ＭＷ ６２６. ３８ ３２２. ５７

实时热值 / ｋＪ􀅰ｋｇ － １ １７ ４９５. ３８ １５ ３９６. ２０

实时硫分 / ％ ０. ７２ ０. ３６

总煤量 / ｔ􀅰ｈ － １ ３８９. ３６ １１７. ５８

入口氧气含量 / ％ ７. ３３７１ １. ５２０ ４

入口烟气温度 / ℃ ３７６. ９７２ ３５２. ２６６

原烟气入口 ＳＯ２质量浓度 / ｍｇ􀅰ｍ － ３ ３ ０００ ９３４. ７８

总风量 / ｔ􀅰ｈ － １ ３ ５１３. ７０１ ４ ３ ０９１. ８４７ ２

２. ３　 动态延迟时间分析

ＳＣＲ 入口处烟气是从锅炉出口流出ꎬ经省煤器

进入 ＳＣＲ 系统ꎬ因此入口处烟气参数与锅炉燃烧

存在密切关系ꎮ 由于锅炉燃烧系统存在大延迟及

大惯性的特点ꎬｔ 时刻的 ＳＣＲ 入口 ＮＯｘ 质量浓度与

ｔ － ｘ 时刻的特征变量存在时序关系ꎬ同时ꎬ由于电

厂中 ＤＣＳ 系统和燃煤电厂烟气排放连续检测系统

(Ｃｏｎｔｉｎｕｏｕｓ Ｅｍｉｓｓｉｏｎ Ｍｏｎｉｔｏｒｉｎｇ ＳｙｓｔｅｍꎬＣＥＭＳ)会受

到传感器延迟而产生滞后时间ꎬ导致直接使用现有

数据集建立的 ＳＣＲ 入口 ＮＯｘ 质量浓度模型具有不

稳定性ꎬ不能准确体现输入特征与 ＳＣＲ 入口 ＮＯｘ
质量浓度的非线性动态映射关系ꎮ

因此采用互信息系数方法 ＭＩ 计算各特征与入

口 ＮＯｘ 质量浓度之间的延迟时间ꎮ ＭＩ 是基于熵的

概念定义的ꎬ通过计算不同时间延迟下的特征变量

和入口 ＮＯｘ 质量浓度的互信息值ꎬ可以确定使互信

息值最大的延迟时间ꎬ即找到两个变量之间关系最

强的时间延迟ꎮ
根据电厂运行经验ꎬ锅炉燃烧产生 ＮＯｘ 至烟

气ꎬ经由各管道送入 ＳＣＲ 系统ꎬ整个过程延迟时间

通常在 ０ ~ ３６０ ｓꎬ该数据集采样间隔为 ３０ ｓꎬ因此设

定分析 １２ 个采样点之间的延迟影响ꎮ 为了使模型

能够捕捉到时间段内的特征变化信息ꎬ本文设计了

可以计算 １２ 个采样点内特征延迟时间的滑动窗口ꎬ

每移动滑动窗口则对窗口内的特征进行互信息计

算ꎬ求解得到窗口内特征的延迟时间ꎬＭＩ 最大的时

刻即是该窗口的延迟时间ꎮ 整体流程如图 ６ 所示ꎮ

图 ６　 最佳延迟时间分析结构图

Ｆｉｇ. ６ Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｏｐｔｉｍａｌ ｄｅｌａｙ ｔｉｍｅ ａｎａｌｙｓｉｓ

根据计算结果对数据集进行重建ꎬ按延迟时间

将各特征与目标量入口 ＮＯｘ 质量浓度重新对齐ꎬ并
重建数据集ꎮ 重建后的新数据集用于下一步的模型

训练ꎮ 特征最佳延迟时间计算结果如表 ２ 所示ꎮ
表 ２　 特征最佳延迟时间(ｓ)

Ｔａｂ. ２ Ｏｐｔｉｍａｌ ｄｅｌａｙ ｔｉｍｅ ｏｆ ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｐａｒａｍｅｔｅｒｓ(ｓ)

参　 数　 　 延迟时间

主蒸汽温度 １２０

负荷 １５０

实时热值 ６０

实时硫分 ３０

总煤量 １２０

入口氧气含量 ６０

入口烟气温度 ６０

原烟气入口 ＳＯ２质量浓度 ９０

总风量 １２０

２. ４　 预测模型

本文提出基于 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 与残差优
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化的 ＳＣＲ 系统入口 ＮＯｘ 质量浓度预测模型ꎬ整体 模型流程如图 ７ 所示ꎮ

图 ７　 整体模型的流程图

Ｆｉｇ. ７ Ｆｌｏｗｃｈａｒｔ ｏｆ ｔｈｅ ｏｖｅｒａｌｌ ｍｏｄｅｌ

３　 实验结果与分析

采用数据集后 ２ ０００ 组数据作为测试集ꎮ 为了

对比不同模型的预测精度ꎬ采用平均百分比误差

(ＭＡＰＥ)、 均方根误差 ( ＲＭＳＥ)、 平均绝对误差

(ＭＡＥ)、均方误差(ＭＳＥ)和拟合优度(Ｒ２)作为模型

的评价指标ꎮ ＭＡＰＥ 体现预测误差的相对大小ꎬ
ＲＭＳＥ 体现预测误差的总体波动性ꎬＭＡＥ 体现预测

误差的平均水平ꎬＭＳＥ 体现预测值偏离实际值的程

度ꎬ具体公式为:

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝

ｙｉ － ｙ^ｉ

ｙｉ

× １００％ (１１)
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ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
(ｙｉ － ｙ^ｉ) ２ (１２)

ＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
｜ ｙｉ － ｙ^ｉ ｜ (１３)

ＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
(ｙｉ － ｙ^ｉ) ２ (１４)

式中:ｙ^ｉ—预测值ꎮ
３. １　 延迟时间对预测结果的影响

为验证基于滑动窗口的延迟时间分析对模型预

测的影响ꎬ对考虑延迟时间延迟的数据集以及不考

虑时间延迟的原始数据集分别进行基于 ＬＳＴＭ 和

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 的模型训练ꎮ 通过真实值和

预测值的散点图来观察模型的预测精度ꎬ如图 ８ 和

图 ９ 所示ꎮ 图中直线代表真实值和预测值的理想拟

合曲线ꎬ若点越靠近曲线ꎬ则代表模型的预测值越接

近真实值ꎮ

图 ８　 时间延迟对 ＬＳＴＭ 模型的影响

Ｆｉｇ. ８ Ｅｆｆｅｃｔ ｏｆ ｔｉｍｅ ｄｅｌａｙ ｏｎ ＬＳＴＭ ｍｏｄｅｌ

图 ９　 时间延迟对 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型的影响

Ｆｉｇ. ９ Ｅｆｆｅｃｔ ｏｆ ｔｉｍｅ ｄｅｌａｙ ｏｎ ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

可以发现ꎬ图中大多数散点分布在理想拟合曲

线附近ꎬ表明模型在这些点上的预测较为准确ꎮ 经

过延迟时间分析的模型散点更密集地分布在理想拟

合曲线附近ꎬ说明其预测精度更高ꎮ 而没有延迟时

间分析的模型ꎬ散点在理想拟合曲线周围的离散程

度更大ꎬ表明预测误差较大ꎬ模型难以准确捕捉数据

的动态变化ꎮ
通过计算两种模型的评价指标来分析时间延迟

对预测结果的影响ꎬ其结果如表 ３ 所示ꎮ 以 ＭＡＰＥ
为例ꎬＬＳＴＭ 降低了 ２２. ８％ ꎬＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 降

低了 ４８. ７％ ꎮ 由此可见ꎬ在考虑延迟时间后ꎬ模型

的预测精度得到了改善ꎮ
表 ３　 不同预测模型的评价指标

Ｔａｂ. ３ Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ

模　 型 ＭＡＰＥ / ％ ＲＭＳＥ

ＬＳＴＭ 无延迟时间分析 ４. ９６ １０. ３８２

ＬＳＴＭ 有延迟时间分析 ３. ８３ ７. ６０３

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 无延迟时间分析 １. ８７ ４. ０７１

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 有延迟时间分析 ０. ９６ ２. ６４８

延迟时间分析是一种用于时间序列预测的技

术ꎬ通过考虑数据中的延迟特征ꎬ模型可以更好地捕

捉序列中的动态变化ꎮ 在没有延迟时间分析的模型

中ꎬ模型仅基于当前或过去的观测数据进行预测ꎬ容
易忽略数据中潜在的时间依赖性ꎮ 通过引入延迟时

间分析ꎬ模型可以充分利用历史数据ꎬ从而更好地捕

捉时序特征ꎬ反映出数据间的潜在依赖关系ꎮ
以 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型为例ꎬ对采用延迟

时间分析后重构的数据集和没有延迟时间分析的原

数据集分别进行训练ꎬ其预测结果如图 １０ 所示ꎮ

图 １０　 有 /无延迟时间分析的预测曲线

Ｆｉｇ. １０ Ｐｒｅｄｉｃｔｉｏｎ ｃｕｒｖｅ ｗｉｔｈ ａｎｄ ｗｉｔｈｏｕｔ
ｄｅｌａｙ ｔｉｍｅ ａｎａｌｙｓｉｓ
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在没有引入延迟时间分析的情况下ꎬ虽然模型

能够得到一定的预测结果ꎬ但由于忽略了锅炉内热

工过程中的时间延迟特点ꎬ模型在处理具有复杂时

序关系的数据时表现出明显的不足ꎮ 锅炉内的热工

过程通常伴随着一定的传热、传质时间延迟ꎬ这种时

间延迟现象使得输入特征的变化不会立即反映在输

出上ꎬ而是经过一段时间后才显现出来ꎮ 因此ꎬ忽略

时间延迟因素的预测模型无法准确捕捉动态过程中

的复杂关系ꎮ 图 １０ 选择了入口 ＮＯｘ 质量浓度剧烈

波动的阶段ꎬ在截取的上升与下降区域ꎬ由于没有延

迟时间分析的预测曲线ꎬ因此无法准确追踪数据中

的复杂波动趋势ꎬ导致在趋势变化时出现了明显的

滞后与偏差ꎮ 而通过引入延迟时间分析的模型ꎬ在
应对数据波动方面表现出更高的灵敏度ꎬ其预测曲

线能够紧密贴合真实数据的波动ꎬ表现出更高的预

测精度ꎬ在发生剧烈波动时ꎬ模型能够迅速调整并做

出准确预测ꎬ避免了滞后和偏差问题ꎮ
３. ２　 残差修正对预测结果的影响

在 ＳＣＲ 系统入口 ＮＯｘ 质量浓度预测中ꎬ尽管

主模型能够捕捉大部分的 ＮＯｘ 质量浓度变化趋势ꎬ
但由于模型训练过拟合或欠拟合、数据非线性复杂

性及噪声等因素ꎬ主模型仍会存在一定程度的预测

误差ꎬ这些误差可能导致系统预测性能的下降ꎮ 为

了进一步提升模型的预测精度ꎬ本文提出基于 ＳＶＲ
残差修正的模型ꎬ通过预测主模型的残差来提高整

体预测的准确性ꎮ 预测残差修正值分布如图 １１
所示ꎮ

图 １１　 预测残差修正值分布图

Ｆｉｇ. １１ Ｄｉｓｔｒｉｂｕｔｉｏｎ ｄｉａｇｒａｍ ｏｆ ｐｒｅｄｉｃｔｅｄ

ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ ｖａｌｕｅｓ

为了验证基于 ＳＶＲ 的残差修正模型对预测结

果的影响ꎬ采用两种不同的预测模型ꎬ即 ＬＳＴＭ 和

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型ꎬ分别对有 /无残差修正

的预测结果进行对比分析ꎮ
为更直观地展示模型预测结果的误差分布情

况ꎬ采用小提琴图结合箱型图的方式ꎬ如图 １２ 和图

１３ 所示ꎮ 小提琴图能够展示预测误差的概率密度

分布ꎬ也就是说图中类似小提琴的部分为各数据点

预测误差的分布情况ꎮ 同时结合箱型图ꎬ可以清晰

地看到误差的中位数以及所有误差的离散情况ꎮ 此

外ꎬ为了突出显示修正模型对误差分布中位数的改

善效果ꎬ通过在图中加入直线ꎬ表示有残差修正后模

型的误差中位数ꎮ

图 １２　 残差修正对 ＬＳＴＭ 模型的影响

Ｆｉｇ. １２ Ｅｆｆｅｃｔ ｏｆ ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ ｏｎ ＬＳＴＭ ｍｏｄｅｌ

图 １３　 残差修正对 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型的影响

Ｆｉｇ. １３ Ｅｆｆｅｃｔ ｏｆ ｒｅｓｉｄｕａｌ ｃｏｒｒｅｃｔｉｏｎ ｏｎ

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ ｍｏｄｅｌ

有残差修正的模型具有更集中在零点附近的绝

对误差ꎬ代表引入残差修正的模型其预测偏差与方

差更小ꎮ
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从图 １２ ~ 图 １３ 中可以看出ꎬ残差修正模型有

效地缩小了误差分布的范围ꎬ尤其在误差中位数方

面ꎬ更加集中在零点附近ꎮ 通过残差修正ꎬＬＳＴＭ 和

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型的预测结果在整体上更

加集中ꎬ并且误差分布的尾部得到了明显的收缩ꎬ减
少了较大误差的发生ꎮ

通过绘制雷达图来对比 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ
模型加入残差修正后的性能表现ꎬ如图 １４ 所示ꎮ 图

中展示了加入残差修正前后的平均百分比误差

ＭＡＰＥ、均方根误差 ＲＭＳＥ、平均绝对误差 ＭＡＥ、均
方误差 ＳＭＳＥ 和拟合优度 Ｒ２ꎬ更形象地展示残差修

正模型对于提升模型预测精度的效果ꎮ 各评价指标

如表 ４ 所示ꎮ

图 １４　 评价指标雷达图

Ｆｉｇ. １４ Ｒａｄａｒ ｃｈａｒｔ ｏｆ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ

表 ４　 残差修正模型的评价指标

Ｔａｂ. ４ Ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｒｅｓｉｄｕａｌ
ｃｏｒｒｅｃｔｉｏｎ ｍｏｄｅｌｓ

模　 型 ＭＡＰＥ / ％ ＲＭＳＥ ＭＡＥ ＭＳＥ Ｒ２

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ

无残差修正

１. ２３ ３. ２７１ ２. ５９３ ８. ０５１ ０. ７９４

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ

有残差修正

０. ６７ １. ６２１ １. ２２９ ３. ２９２ ０. ９７４

３. ３　 不同模型对预测结果的影响

为验证 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 残差优化模型的

预测效果ꎬ分别用 ＧＲＵ 预测模型、ＴＣＮ￣ＧＲＵ 预测模

型、ＴＣＮ￣ＢｉＧＲＵ 预测模型与 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ
残差优化模型进行比较ꎮ 各模型的预测曲线和绝对

误差分布ꎬ如图 １５ 和图 １６ 所示ꎮ

图 １５　 不同模型的预测结果对比

Ｆｉｇ. １５ Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

图 １６　 绝对误差分布图

Ｆｉｇ. １６ Ａｂｓｏｌｕｔｅ ｅｒｒｏｒ ｄｉｓｔｒｉｂｕｔｉｏｎ ｃｈａｒｔ

从图 １６ 可以看出ꎬ不同模型的绝对误差在零点

附近的集中程度有所不同ꎮ ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ
模型的绝对误差分布明显更为集中且更接近零点ꎬ
表明该模型大多数预测值与真实值的差异较小ꎬ能
够较为精确地捕捉 ＮＯｘ 质量浓度的变化趋势ꎮ 相

比之下ꎬ其他 ３ 个模型的绝对误差分布远离零点ꎬ对
复杂的时序数据表现出一定的局限性ꎮ 不同模型的

预测效果如表 ５ 所示ꎮ

表 ５　 不同模型的预测评价指标

Ｔａｂ. ５ Ｐｒｅｄｉｃｔｉｖｅ ｅｖａｌｕａｔｉｏｎ ｉｎｄｉｃａｔｏｒｓ ｆｏｒ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模　 型 ＭＡＰＥ / ％ ＲＭＳＥ Ｒ２

ＧＲＵ ４. ９６ １０. ３８１ ０. ７９４

ＴＣＮ￣ＧＲＵ ３. ８３ ８. ６０３ ０. ８３５

ＴＣＮ￣ＢｉＧＲＵ １. ５１ ３. ８７１ ０. ９０７

ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ ０. ６７ １. ６２１ ０. ９７４
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　 　 从实验结果可以看出ꎬ相较于其他模型ꎬＴＣＮ￣
ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 模型尤其是在误差的控制和拟合

能力上表现更加优越ꎮ 这是因为 Ａｔｔｅｎｔｉｏｎ 机制的

引入使得模型能够更加有效地识别和关注时间序列

中的重要特征ꎬ而 ＴＣＮ 与 ＢｉＧＲＵ 的结合进一步提

升了模型的长短期依赖建模能力ꎮ 同时ꎬ残差优化

模型的加入ꎬ提高了模型预测效果精度ꎬ进一步有效

降低 ＭＡＰＥ、ＲＭＳＥꎬ实现了对 ＳＣＲ 系统入口 ＮＯｘ 质

量浓度的准确预测ꎬ对燃煤电厂实际生产具有指导

作用ꎮ

４　 结　 论

(１) 由于燃煤电厂锅炉燃烧是个复杂的过程ꎬ
且 ＳＣＲ 系统存在滞后性ꎬ通过基于信息熵理论的互

信息系数与滑动窗口结合后的延迟时间分析ꎬ获得

了数据集中各特征的最佳延迟时间ꎬ并重构数据集ꎬ
可以有效提高 ＳＣＲ 系统入口 ＮＯｘ 质量浓度的预测

精度ꎬ在处理波动性较大的情况时ꎬ模型的稳定性和

鲁棒性增强ꎮ
(２) 通过对 ＬＳＴＭ 和 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ 这

两种不同模型与有残差修正的模型进行对比ꎬ得出

残差修正能够更好地实现对 ＳＣＲ 系统入口 ＮＯｘ 质

量浓度的预测ꎬ提高整体模型的预测精度ꎮ
(３) 将基于残差修正的 ＴＣＮ￣ＢｉＧＲＵ￣Ａｔｔｅｎｔｉｏｎ

预测模型与其他预测模型进行对比ꎬ相较于预测效果

最好的 ＴＣＮ￣ＢｉＧＲＵꎬ基于残差修正的 ＴＣＮ￣ＢｉＧＲＵ￣
Ａｔｔｅｎｔｉｏｎ预测模型 ＭＡＰＥ 降低了 ５５. ６％ ꎬＲＭＳＥ 降

低了 ５８. １％ ꎬＲ２为 ０. ９７４ꎬ表明该模型具有更高的预

测精度ꎬ可以为燃煤电厂实际 ＳＣＲ 系统入口 ＮＯｘ
质量浓度测量提供参考ꎮ
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