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摘  要：针对热力系统参数运行数据预测困难，准确率低的问题。基于灰狼算法(Grey Wolf Optimizer，GWO)、变分模态分解(Variational Mode Decomposition ,VMD)、长短期记忆模型(Long Short Term Memory ,LSTM)提出一种单参数时序预测方法。首先使用改进适应度函数的GWO对VMD的分解层数和惩罚系数进行寻优，其次以最优参数对运行数据进行VMD并筛选出本征模态函数(intrinsic mode function ,IMF)分量作为原始数据趋势项，最后以此运行参数趋势项作为LSTM的训练集输入特征向量构建LSTM，LSTM超参数由北方苍鹰算法(Northern Goshawk Optimization，NGO)得到。经实际案例验证，该方法与原始数据直接作为训练集的LSTM相比，有效提高了LSTM对热力参数运行趋势预测的时间尺度与精度。
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Abstract: It is difficult to predict the operation data of thermal system parameters and has low accuracy. Based on gray wolf algorithm, variational modal decomposition and long short-term memory mode, a one-parameter time series prediction method is proposed. Firstly, the number of decomposition layers and penalty coefficients of VMD are optimized by GWO with improved fitness function, secondly, use VMD with optimal parameters for operation data and the intrinsic mode function components are screened out as the original data trend term, and finally the LSTM is constructed by using the running parameter trend term as the input feature vector of the training set which used for LSTM, and the LSTM hyperparameters are obtained by the northern goshawk algorithm. Verified by case studies, this method effectively improves the scale and accuracy of LSTM for the prediction of thermal parameter operation trend compared with LSTM directly used as the training set of the original data.
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引言

热力系统作为实现能源转换的重要部分，在我国能源发展与结构改革中始终发挥着举足轻重的作用。为了保证热力系统的稳定运行，在重要设备都设有实时传感器用以监测其工作状态，通过挖掘监测数据中的时序规律，可以对系统的未来运行状态进行评估和故障预测，为各系统的全寿命周期管理和应急处置预案制定提供支持[1]。
由于热力系统结构复杂，各参数耦合性高，热力信号通常为非平稳、非线性的时间序列、在建立神经网络模型对其未来运行状态进行预测时，信号包含的噪声和扰动会对神经网络的特征学习造成干扰，影响模型预测精度，甚至发生过拟合[2]-[3]。因此，选取合适的特征向量作为神经网络训练集的输入可以有效提高模型的特征识别能力。Yu[4]和Muneeb[5]在建立预测风电机组功率的LSTM模型时，分别采用对目标机组附近的所有机组数据进行聚类分析和模拟退火法寻找最优时间步长作为原始数据特征向量的提取方法，然后以该特征向量作为训练集对LSTM进行训练，在保证了预测精度的前提下，极大提升了模型预测效率；但是这两种特征向量提取方法都是原始数据的聚类和划分，并未对原始数据进行降噪和趋势提取等预处理。LIU[6]等针对供热负荷预测问题建立LSTM模型时，提出了对原始负荷数据平滑运算、Min-Max缩放的热负荷特征向量提取方法，作为LSTM训练集的预处理手段，经对比试验证明了其准确性和优越性；但是其仅针对热力参数时域进行降噪和特征提取而忽略了频域所含信息。王福忠、韩莹[7]-[8]分别在光伏发电超短期功率预测领域和东海海温预测问题上，采用VMD分解的算法将原始信号分解为若干个不同的本征模态函数（Intrinsic Mode Functions ,IMF），实现对信号频域的划分，分理出不同中心频率模态分量并对其建立对应的LSTM网络模型进行预测，充分考虑了原始信号频域特征，但在VMD分解层数K和惩罚系数α的确定问题上，以中心频率距离和凭借经验的方法存在模态划分不清晰，易造成过分解或模态混叠，为解决这个问题，陈祥、许佳[9]-[10]分别以多尺度排列熵和散布熵作为IMF分量评价标准，使用遗传算法和灰狼算法对VMD分解参数进行寻优；但是这种以单一指标作为个体适应度的方法存在鲁棒性差，特殊情况无法收敛等缺点。
针对上述研究在热力参数预测方面存在的特征向量选取、VMD分解参数确定和IMF分量评价指标单一等问题，本文提出了一种GWO-VMD-LSTM的热力系统单参数预测方法，由GWO、VMD和LSTM三部分组成。
其中：VMD用于将原始数据分解为不同中心频率的IMF分量，相比于时序分析法，VMD可以从频域角度把原始数据分为噪声项和趋势项；GWO用于对VMD分解参数进行寻优，相比于单指标作为适应度，本文提出以综合评价值作为GWO个体适应度；LSTM用于对运行参数趋势的未来状态预测，LSTM超参数由算法新颖、收敛快、精准度高的北方苍鹰算法寻优所得。
1 预测步骤和算法

基于GWO-VMD-LSTM的热力系统单参数预测流程如图1所示。
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图1 基于GWO-VMD-LSTM的单参数时序预测流程图

Fig.1 Flow chart of single parameter prediction method based on GWO-VMD-LSTM
步骤一：针对热力信号趋势项和噪声项具有频域分布的特点，对原始数据进行VMD分解，分析原始数据频域信息和不同中心频率的IMF分量所含特征信息。
步骤二，针对VMD分解参数选取的问题，利用改进适应度函数的灰狼算法求出对原始监测数据进行VMD的最佳α值和K值，佳参数值对运行状态参数进行VMD分解，得到若干个本征模态函数。
步骤三，针对寻优过程中个体适应度评价标准单一，鲁棒性差，无法有效全面评价分量的问题，提出以CRITIC（Criteria Importance Though Intercrieria Correlation, CRITIC）综合评价值作为个体适应度，选取综合评价值最合适的IMF分量重构为运行参数趋势项。
步骤四，将运行参数趋势项作为训练集的输入特征向量，针对LSTM超参数确定问题，提出使用北方苍鹰算法对LSTM超参数寻优，得到可以对原始数据未来运行趋势进行预测的LSTM。
1.1 变分模态分解

变分模态分解（VMD）是一种完全非递归的模态分解方法，于2014年由Dragomiretskiy等人提出。整体思路为：假设任何的信号都是由K列具有特定中心频率、有限带宽的IMF分量组成。以经典维纳滤波为基础，以下列两项为约束条件：（1）要求每个模态分量中心频率的带宽之和最小；（2）所有的模态分量之和等于原始信号。对变分问题进行求解，找到各中心频率在频域中对应的有效成分，得到模态函数即IMF分量。具体步骤如文献[11]所示。

在VMD分解中，惩罚因子α和分解层数K需自行确定，其值的选择会直接影响VMD方法的分解效果，若设定的K小于待分解信号中有用成分的个数（欠分解），会造成分解不充分，导致模态混叠；若设定的K值大于待分解信号中有用成分的个数（过分解），会导致虚假分量。而惩罚系数α则决定着IMF分量的带宽。惩罚系数越小，各IMF分量的带宽越大，使得某些分量包含其他分量信号；α值越大，各IMF分量的带宽越小，使得被分解的信号中某些信号丢失。因此，K和α值的确定对于VMD就非常重要。针对这个问题，本文提出一种改进的灰狼算法用以在一定迭代范围内，寻找K和α的最优解。

1.2 灰狼算法优化VMD参数

灰狼优化算法由澳大利亚格里菲斯大学学者Mirjalili等人于2014年提出来的一种群智能优化算法[12]，具有参数少，收敛性强的特点，可以高效、并行的在搜索过程中自动获取和积累有关搜索空间的知识，并自适应地控制搜索过程以求得最佳解。在使用灰狼算法求解VMD最优参数时，考虑到热力系统信号特征与机械信号、电力信号相比，具有低频性、延迟性、非平稳性的特点[13]，因此，热力系统信号的趋势信息集中存在于低频分量区，而高频区大部分为传感器自身采集过程中的噪声和热力系统运行产生的扰动，不具备特征信息。在VMD分解时，应重点避免低频和高频信号发生模态混叠。
针对这个现象，本文选择以IMF分量的排列熵，信息熵，均方根误差为评价指标，通过CRITIC权重分析法分析各指标权重，再将各IMF的指标值与指标对应权重相乘，得到IMF分量的综合评价值。以此为依据建立对IMF分量信号质量进行量化评估的体系，以各IMF分量的最优评价值作为GWO的最佳适应度。计算流程和改进的适应度计算方法如图2所示:
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图2 GWO算法流程和改进的适应度计算流程
Fig.2 Flow chart of GWO arithmetic and improved fitness calculation process
1.3 IMF分量综合评价体系的建立
排列熵是一种定量评价时间序列随机性的指标，常用于衡量时间序列复杂度。具体算法如式（1）~式（4）所示

步骤一：设一段时间序列为y(k)，延迟时间和嵌入维度对原始数据进行子序列重构：
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式中：m为嵌入维数，τ为延迟时间，k为重构分量个数
步骤二：将每一个重构分量按照升序重新排列，得到向量中各元素位置的列索引构成一组符号序列S(l)
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步骤三：计算每一种符号序列出现的次数除以m!种不同的符号序列出现的总次数作为该符号序列出现的概率。
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式中：fj为符号序列出现的概率，Hpe为排列熵值。
步骤三：对Hpe进行归一化处理以使其在实际应用中更直观方便：
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IMF分量与原始数据的均方根误差RMSE则代表各IMF分量与原始信号的接近程度。信息熵H(x)可以反映IMF分量中信息量的大小，在时序分析中，扰动和噪声都会引起信息熵的增大，反之若数据较为稳定，有较明显的趋势项则信息熵就越小；RMSE、H(x)的计算方法如式（5）所示：
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式中：p(xi)代表随机事件x为xi的概率；s0(t)为原始信号均值；Ii为各IMF分量的均值；n为IMF分量个数
CRITIC权重法是一种客观赋权法，核心在于分析数据间波动性（对比强度）和冲突性（相关性），其中波动性用标准差表示，冲突性用相关系数表示；在权重计算时，将对比强度与冲突性指标相乘，并且进行归一化处理，即可得到最终的权重[14]。根据指标权重和IMF分量的指标值建立IMF分量的综合评价体系，具体步骤算法如下：

步骤一：以m个IMF分量的排列熵、信息熵和均方根误差作为评价指标，构建m个待评对象，3个评价指标的原始数据矩阵I.如式（6）所示：
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式中：am1为第m个IMF分量的排列熵；am2为第m个IMF分量的均方根误差；am3为第m个IMF分量的信息熵。

步骤二：RMSE、H(X)均为负向指标，标准化过程如式（7）所示：
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步骤三：计算信息承载量

用标准差表示指标间波动性，具体表达式如（8）所示：
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式中：aj为每个指标数据均值。

用相关系数的大小表示指标间冲突性，计算步骤如式（9）和式（10）所示：
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式中：R为指标的相关性矩阵；rij为第i个指标与第j个指标的相关系数；n为评价指标个数，本文设3个评价指标，故n=3。

设信息量为Cj，其表达式如（11）所示：
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步骤四：各评价指标的权重计算表达式如（12）所示：
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式中：wj为第j评价指标权重。
步骤五：各IMF分量综合评价值计算表达式如（13）所示：
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式中：si为第i个IMF分量的综合评价值。

   利用VMD提取热力系统信号特征时，传统方法是仅将最高频分量作为噪声舍去以达到降噪的目的[15]，受限于仅以频率作为评价局限性，这种方法会造成噪声去除不完全或者信息丢失的情况，本文采取k-means聚类将IMF分量按综合评价值的大小分为两类，由式（14）知综合评价值为负向指标，舍去包含噪声和干扰的高评价值类IMF分量，将低评价值类IMF分量重构为原始数据趋势项。
2 LSTM的构建与结构优化
长短期记忆模型是Hochreiter等人于1997年在传统循环神经网络（Recurrent Neural Network, RNN）的基础上改进而来[16]，可以保留数据的所有时序信息，具备良好的动态跟踪能力，其单元结构由输入层，堆叠隐藏层和输出层三部分组成，LSTM作为神经网络的一种，需要在训练前对结构参数进行调整以降低误差。本文采用北方苍鹰算法对模型超参数进行全局寻优，设定1.2中所得原始数据运行趋势项的90%作为训练集，10%作为测试集，以训练集为对象，使用北方苍鹰算法对LSTM的隐藏神经元数目、最大迭代次数、初始学习率三个超参数进行全局寻优，取训练集的后10%作为验证集，以验证集预测值和真实值的均方根误差作为NGO算法的适应度值，具体算法流程和步骤如图3所示：
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图3 NGO算法流程
Fig.3 Flow chart of NGO arithmetic 

    北方苍鹰算法是MOHAMMAD DEHGHANI等人受北方苍鹰捕猎行为的启发，于2022年提出的全局寻优算法[17]，该算法结构新颖，参数少，收敛快。具体寻优过程分为猎物识别与攻击（勘探阶段）、追逐及逃生（开发阶段）。具体算法步骤如下：
首先，对北方苍鹰种群进行初始化，如式（14）所示:
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式中：X为北方苍鹰的种群矩阵；xij为第i个苍鹰的第j维位置；N为北方苍鹰的种群数量；m为求解问题的维度
北方苍鹰种群的目标函数值可以用式（15）所示目标函数值向量表示：
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式中：F为北方苍鹰种群的目标函数向量；Fi为第i个北方苍鹰的目标函数值
北方苍鹰在捕猎时对猎物的选择是随机的，即NGO算法的勘探能力。这个阶段是对搜索空间进行全局搜索，目的是确定最优区域。这一阶段用公式（16）~（18）描述：
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式中：Pi为第i个北方苍鹰的猎物的位置；FPi为第i个北方苍鹰的猎物的位置的目标函数值；k是[1,N]范围内的随机整数；
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在北方苍鹰攻击猎物后，猎物会试图逃跑，北方苍鹰需要继续高速追逐猎物，即算法对搜索空间的局部搜索。假设这种狩猎活动接近于一个半径为R的攻击位置，称为该攻击范围的开发阶段，此阶段过程用公式（19）~（21）描述：
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式中：t为当前迭代次数；T为最大迭代次数；
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NGO算法的验证集预测值和真实值的均方根误差计算方法如式（22）所示：
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式中：e为验证集长度，se为预测值，yk为真实值
3 预测案例

   以某型船舶蒸汽动力系统的冷凝器水位为例，采集频率为1，取其中940s的运行数据为研究对象。对本文所提的时序预测方法进行验证。首先，按照本文第1.1和1.2节的方法对原始数据进行改进灰狼算法的VMD分解，进行10次迭代后对VMD的惩罚系数α和分解层数K求最优解，迭代过程的适应度变化如图4所示：
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图4 GWO寻优过程适应度变化
Fig.4 Fitness change of GWO optimization process
根据改进适应度函数的北方苍鹰算法迭代结果，此次VND分解的最优惩罚系数α为2099，层数K为4，分解所得4个IMF分量，如图5所示
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图5 分解得到的IMF分量
Fig.5 Decomposed IMF component
根据式（1）~式（12）计算IMF分量排列熵、与原始信号的均方根误差、信息熵与指标权重值，通过指标值和指标权重按式（13）计算IMF分量综合评价值，如表1所示：
表1 IMF分量的排列熵、与原始信号的均方根误差、信息熵以及指标权重和综合评价值
Fig.1 Permutation entropy、rmse from the original data、information entropy、benchmark weights and comprehensive evaluation values of IMF component
	IMF分量评价指标
	IMF1
	IMF2
	IMF3
	IMF4
	指标权重

	排列熵
	0.5231
	0.5999
	0.9536
	0.9916
	0.4846

	均方根误差
	0.0152
	0.8372
	0.8373
	0.8373
	0.3415

	信息熵
	0.9756
	0.9894
	0.9928
	0.9945
	0.1739

	综合评价值
	0.4283
	0.7487
	0.9207
	0.9394
	


对综合评价值进行k-means聚类，聚类结果为IMF1分量为低频分量类，IMF2~IMF4分量为高频分量类，由于综合评价值为负向指标，因此选取综和评价值低的IMF1分量为原始热力信号趋势项，与原始信号对比如图6所示：
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图6 原始监测数据降噪前后对比
Fig.6 Noise reduction effect comparison of original detection data

设定NGO算法的苍鹰数量为20，迭代30次。按1.4所示方法对LSTM超参数进行全局寻优，寻优过程适应度变化如图7所示：
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图7 NGO寻优过程适应度变化
Fig.7 T Fitness change of NGO optimization process
30次迭代中，最优超参数设置为隐藏神经元数目119，最大迭代次数66，初始学习率0.0133，以此参数建立LSTM，对全部训练集进行训练，利用训练好的模型预测训练集后94s的运行状态，并与测试集的真实数据进行对比，预测及对比结果如图8所示；在LSTM结构参数相同的情况下，将未降噪的原始数据直接作为训练集对LSTM进行训练，预测及对比结果如图9所示:
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图8 基于GWO-VMD-LSTM的冷凝器水位预测
Fig.8 Condenser water level prediction based on GWO-VMD-LSTM
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图9 未降噪的原始数据直接作为训练集的LSTM
模型冷凝器水位预测
Fig.9 Condenser water level prediction based on the raw data without noise reduction is directly used as the LSTM model of the training set
由图8和图9可知，随着预测时间时长的增加，LSTM的预测精度都会降低。如果直接以原始数据为训练集对LSTM进行训练，模型受原始信号噪声、波动、扰动的影响，预测结果在约第875s时发散，无法继续进行有效预测；而使用本文所提出GWO-VMD-LSTM方法以原始数据趋势项作为输入特征向量，在940s测试集结束时，依然可以有效预测出数据的运行趋势。采用本文GWO-VMD-LSTM方法预测数据的RMSE为0.0134；而直接以原始数据作为训练集的LSTM预测数据的RMSE为0.0229。由此可见GWO-VMD-LSTM方法可以有效提高神经网络预测的时间尺度与精度。
文本所提方法在实际工程应用中，可以与滑动数据采集窗口相结合，作为一个窗口内数据的分析方法，每个窗口GWO-VMD-LSTM模型的结构不变，窗口大小和移动步长根据计算机算力和工程精度要求选择，窗口随实际监控数据的输入移动，每次移动后以窗口内新数据作为训练集，更新VMD分解参数和LSTM超参数并对LSTM重新训练并预测，达到对实际运行参数实时预测的效果。 
3. 结 论：

（1）本文提出了一种具有较高精度的热力系统单参数时序预测方法，该方法分别采用VMD和LSTM对热力参数的实时趋势进行提取和预测，研究成果能够为各类复杂热力系统的全寿命周期管理和应急处置预案制定提供支持。

（2）本文提出的预测算法不涉及研究对象的内部工作机理，具有较好的普适性，能够为其他类型复杂系统的技术状态预测和评估提供参考。
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